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요  약

치매는 기억, 인지장애를 동반하는 노인질환으로, 증상 완화와 증화 지연을 해선 조기진단이 매우 요하다. 그러

나 재 치매의 진단은 큰 비용과 높은 문성을 요구하여 조기진단  치료가 어려운 실정이다. 본 연구에서는 건식 

방식으로 수집된 19채  뇌 (electroencephalogram) 데이터(정상군 50명, 경도인지장애군 175명)를 머신러닝 

 딥러닝 모델의 학습  테스트에 사용하여 치매의 조기진단에 합한 모델  하이퍼 라미터 세 을 제안한다. 기

존의 연구들이 습식 방식으로 수집된 64채  고해상도 뇌  데이터를 활용한 반면, 본 연구는 연구자  환자의 측정

부담이 은 건식 방식의 19채  뇌  데이터를 활용했다는 에서 차별성을 가진다. 실험은 앙상블 기반의 AutoML 

머신러닝 알고리즘인 Auto-sklearn과 딥러닝 모델 3종(ShallowFBCSPNet, Deep4Net, EEGNet)으로 이진 분

류기를 훈련한 후 성능을 비교하는 방식으로 진행되었다. 그 결과, EEGNet이 가장 우수한 성능(정확도=68.9%)을 

냈다. 다음으로, 데이터 불균형으로 인한 과 합 문제를 해결하기 해 EEGNet에 데이터 불균형 처리 알고리즘 4종

(class weight, Gaussian noise, frequency shift, undersampling)을 각각 용한 뒤 성능 개선 여부를 확인했

다. 그 결과, EEGNet에 Gaussian Noise를 용했을 때 가장 우수한 성능(정확도=78.9%)을 냈다. 본 연구 결과

는 19채  건식 뇌  데이터와 제안된 방법의 조합이 치매의 조기진단에 활용될 가능성이 있음을 보인다.

Abstract

Dementia, characterized by memory and cognitive impairment, necessitates early detection for 

symptom mitigation and progression delay. However, existing diagnostic approaches are resource- 
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intensive, demanding both high cost and expertise, which complicates early intervention. In this 

study, we propose an optimal model and hyperparameter settings suitable for early dementia 

diagnosis using machine learning and deep learning models trained and tested on 19-channel 

electroencephalogram(EEG) data(50 normal subjects, 175 mild cognitive impairment subjects) 

collected via a dry methodology. While previous studies utilized 64-channel high-resolution EEG 

data acquired through a wet methodology, this study is distinct in its use of 19-channel dry EEG 

data, which reduces the burden on researchers and patients. The experiment was conducted by 

training a binary classifier using an ensemble-based AutoML algorithm, Auto-sklearn, and three 

deep learning models(ShallowFBCSPNet, Deep4Net, EEGNet), followed by a comparison of their 

respective performances. EEGNet demonstrated the best results(accuracy=68.9%). Next, to address 

the overfitting problem due to data imbalance, four data imbalance processing algorithms(class 

weight, Gaussian noise, frequency shift, and undersampling) were applied to EEGNet. The best 

performance(accuracy=78.9%) was achieved with Gaussian noise applied to EEGNet. This study’s 

findings suggest the potential utility of combining 19-channel dry EEG data with the proposed 

method for early dementia diagnosis.

키워드: 뇌 , 치매, 머신러닝, 딥러닝

Keyword: Electroencephalogram, Dementia, Machine learning, Deep learning

1. 서론

치매(dementia)는 주로 노년층에 발병하는 질

환으로 기억, 인지장애를 동반하는 특성을 가진다. 

치매는 경도인지장애(mild cognitive impairment, 

MCI)/초기/중기/후기로 단계가 진행된다. 경도인

지장애 및 초기 단계에서 치매를 진단할 경우 치료

를 통한 증상 완화와 중증화 지연이 가능하나 현재 

치매의 진단은 큰 비용과 높은 전문성을 요구하여 

조기진단 및 치료가 어려운 실정이다.

치매의 조기진단 및 치료에 있어서 현재까진 치

매의 유력한 발병 원인으로 추측되던 베타 아밀로

이드 응집과 타우 단백질 엉킴을 활용한 치매 진단

기술 및 치료방식이 주로 연구되었다[1,2]. 하지만 

이를 활용한 치매 진단기술 및 치료방식이 뚜렷한 

성과를 내지 못함에 따라 신체의 변화에 민감하게 

반응하는 다른 생체신호 및 데이터를 활용한 조기

진단 연구의 필요성이 커지고 있다. 그중에서도 뇌

파(electroencephalogram, EEG)는 뇌 기능의 변

화에 민감하게 반응하는 특성을 가져 간질[3], 수면 

단계 평가[4,5], 스트레스 탐지[6] 등 다양한 질환

의 진단에 활용된 사례가 있었던 만큼 뇌파를 활용한 

치매 조기진단 기술의 중요성 역시 커지고 있다.

뇌파는 뇌내 신경 활동으로 발생하는 전기적 신

호를 두피에 전극을 부착하여 비침습적으로 측정한 

생체신호이다. 뇌파는 기능적 자기공명영상(functional 

cagnetic resonance imaging, fMRI) 등 타 뇌 기

능 측정 기술보다 접근성이 뛰어나며 비용적인 측

면에서도 경제적이라는 이점을 가진다. 뇌파는 뇌

에서 신호가 발생한 시점에서는 1~3mV 정도의 세

기를 가지지만 두개골을 통과하며 그 세기가 

20~100μV로 약해진다[3]. 따라서 진료나 연구

에 활용하기 위해 신호를 다시 증폭하는 과정을 거

친다. 이 과정에서 신체의 미세한 움직임 및 타 전

류 신호 역시 같이 증폭되어 노이즈로 섞이게 되는

데 이를 아티팩트(artifact)[4,5]라 한다.

아티팩트는 뇌파에서 의미 있는 패턴을 식별하기 

어렵게 만들어 특히 뇌파를 활용한 질병 진단 연구

에서는 아티팩트 제거 기술의 중요성이 크다. 민감

하고 복잡한 뇌파 신호를 올바르게 해석하기 위해
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서는 고급 신호처리 기술 및 특징(feature) 추출 방

법론에 대한 방대한 지식을 요구한다. 따라서 뇌파 

데이터와 딥러닝, 머신러닝 기술을 의료분야에 접

목한 연구는 아직 그 수가 많지 않다[6]. 

본 연구는 대학병원과의 협업을 통해 건식 19채

널(10-20 system) 기기로 수집된 175명분의 경

도인지장애군(MCI), 50명분의 정상군(NL)의 EEG 

데이터를 활용하여 머신러닝 및 딥러닝 모델을 학

습하고, 이를 사용한 치매 조기진단에 관해 연구하

였다(그림 1). 기존 연구들이 통제된 측정 환경과 

전문가, 값비싼 기기를 사용한 습식 방식으로 측정

된 고해상도 64채널(10-10 system) EEG 데이

터를 활용했다는 점과 비교했을 때 본 연구는 기술 

접근성이나 비용 측면에서 차별성을 가진다.

본 논문의 구성은 다음과 같다. 2장에서는 기존

의 관련연구를 설명하고, 3장에서는 실험에 사용된 

데이터와 특징, 데이터 전처리 알고리즘 및 진단모

델에 관해 설명한다. 4장에서는 실험 결과 및 불균

형 데이터 처리 실험 결과에 관해 설명한다. 마지막

으로 5장과 6장에서는 논의 및 결론을 설명한다. 

(그림 1) 19채 (10-20 system) EEG 극 치

2. 련 연구

뇌파가 연구에 활용되는 분야에는 수면 단계 평

가[4,5], 스트레스 탐지[6], 감정 인식[11-14], 

간질[3], 우울증 탐지[15]과 같은 분야가 있다. 수

면 단계 평가[4,5] 및 간질[3] 탐지 연구의 경우 전

문의의 육안에 의존한 검사의 한계점을 보완하기 

위해 뇌파 신호를 사용하여 육안으로 식별하기 힘

든 병리학적 신호를 찾는 데 중점을 둔다. 반면 스

트레스 탐지[6] 및 감정 인식[11-14] 연구의 경

우 물리적으로 인식하기 어려운 추상적인 신호들을 

뇌파를 통해 식별하는 데 중점을 둔다.

뇌파를 활용한 치매 진단 연구의 경우 아직 그 수

가 많지 않다. 일반적으로 뇌파를 활용한 치매 진단 

연구는 크게 치매 환자를 알츠하이머군(AD), 경도

인지장애군(MCI), 정상군(NL) 세 그룹으로 나눠 

연구를 진행한다. 일부 연구의 경우 경도인지장애군

을 진행 정도에 따라 알츠하이머로 발전할 수 있는 

mild cognitive impairment convertible(MCIc)

와 인지 이상이 발생하지만, 알츠하이머로 발전하

지는 않는 mild cognitive impairment non- 

convertible(MCInc)로 더 세부적으로 그룹을 나

눠 진행하기도 하나 그 수가 많지는 않다[16]. 

머신러닝 기술을 활용한 정상군(NL)과 알츠하

이머군(AD) 사이의 이진분류 연구가 가장 많이 연

구된 주제이며 주로 사용된 방법은 support vector 

machine(SVM)[17-19], artificial neural network 

(ANN)[20-22], multi layer perceptron(MLP) 

[23], principal component analysis(PCA)[24], 

linear discriminant analysis(LDA)[23] 등이 있

다. 분류 정확도는 76.47%~100%까지 다양한 폭

으로 분포하고 있다.

딥러닝을 활용한 알츠하이머군(AD), 경도인지

장애군(MCI), 정상군(NL)간의 분류 연구 역시 일부 

진행되고 있다. 주로 사용된 방법은 convolutional 

neural network(CNN)이다. Ieracitano et al. 

(2019)은 뇌파 데이터를 power spectral density 

(PSD) image로 변환하여 CNN 모델에 넣어 정확도

를 확인하였다. 그 결과 three-way classification

에서 83.33%의 정확도를 얻었고 MCI과 NL binary 

classification에서 91.88%의 정확도를 확인하였

다[25]. You et al.(2020)은 환자의 보행 데이터
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(그림 2) ShallowFBCSPNet, Deep4Net, EEGNet 모델 아키텍처

와 뇌파 데이터를 사용하여 graph convolutional 

network(GCN)와 convolutional neural network 

(CNN)이 결합된 cascade neural network를 사용

하여 three-way classification에서 91.07%의 정

확도를, NL과 MCI+AD 그룹 사이의 binary classi- 

fication에서 93.09%의 정확도를 얻었다[26].

이렇듯 뇌파와 머신러닝, 딥러닝 기술을 활용한 

다양한 치매 진단 연구들이 존재하나 각각의 연구

들이 사용한 데이터 수집 방식과 데이터셋 크기, 입

력 형식 등이 달라 이들 간의 객관적인 성능 비교는 

어렵다. 

3. 실험

3.1 실험 데이터 설명

본 연구에서는 대학병원 의사의 협조를 받아 휴

식 상태에서 눈을 감은 상태로 측정된 5분 길이의 

19채널 EEG 데이터를 사용하였다. 측정은 별도의 

젤 도포가 필요 없는 건식 방식으로 Ybrain 

MINDD SCAN 기기를 사용하여 진행되었다. 치매

가 주로 노년층에 발병하는 질환임에 착안하여 

62~90세 사이의 실험참가자들의 데이터를 수집하

였다. 실험참가자들은 전문의의 감독하에 인지기능 

검사 등 다양한 검사를 통해 175명의 경도인지장애

군(MCI)과 50명의 정상군(NL)으로 분류되었다.

(본 실험은 중앙보훈병원 임상윤리심의위원회의 승

인을 받아 진행되었다. IRB No. BOHUM 2021- 

02-024). 수집된 뇌파 데이터의 메타데이터 정보

는 <표 1>과 같다.

성별(남/여) 연령(M(SD)) 교육연수(M(SD)) 수(N)

MCI 106/69 74.79(5.12) 10.45(4.16) 175

NL 32/18 73.22(4.59) 10.23(4.11) 50

<표 1> 수집된 뇌  데이터의 메타데이터 정보
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3.2 뇌파 데이터 전처리 과정

수집된 뇌파 데이터는 모델이 의미 있는 패턴을 

식별할 수 있도록 아티팩트 제거 과정을 거쳤다. 아

티팩트는 사람으로부터 유래된 생리학적 아티팩트

와 외부로부터 유래된 비생리학적 아티팩트로 구분

된다[27]. 데이터 전처리 과정에서는 우선 60Hz 

노치필터를 활용하여 누설전류 등으로 인해 발생하

는 비생리학적 아티팩트를 제거하였다. 데이터의 

품질을 검사하기 위해 윈도잉(windowing)을 활용

하여 뇌파 데이터를 잘라 아티팩트가 심한 구간과 측

정 품질이 나쁜 채널을 제거하였다. 이후 EEGLAB

을 사용하여 제거된 채널을 주변 전극으로 측정된 

데이터를 활용하여 보간(interpolate)하고 독립성

분분석(independent component analysis, ICA)

를 적용하여 안전도(EOG), 심전도(ECG), 근전도

(EMG), 호흡(respiration) 등의 생리학적 아티팩

트를 제거하였다.

뇌파 데이터의 마지막 1초는 기기 제거 등으로 

인해 정상적인 데이터가 기록되지 않았을 가능성이 

크므로 데이터에서 제외하였다. 또한, 생체신호에

서 물리적으로 발생 불가능한 ±800�V를 초과하는 

신호가 기록된 구간 역시 제거하였다. 민감성이 높

고 복잡한 뇌파 데이터의 특성상 앞선 과정으로도 

제거하지 못한 아티팩트 및 노이즈가 존재할 가능

성이 있으므로 채널별로 Z-normalization을 적용

하였다. 전처리 과정에서 너무 많은 정보가 손실되

어 학습에 적절하지 않다고 판단되는 3분 이하 길

이 혹은 4채널 이상 보간된 뇌파 데이터는 모델 학

습 및 테스트에서 제외하였다. 결과적으로 115명분

의 경도인지장애군(MCI)과 32명의 정상군(NL) 

데이터가 실험에 사용되었다.

3.3 실험 과정

본 연구에서는 세 종류의 딥러닝 모델(Shallow 

FBCSPNet[28], Deep4Net[28], EEGNet[29])과 

한 종류의 머신러닝 모델(Auto-sklearn [30,31])

을 사용하여 실험을 진행하였다(그림 2). 실험에 사

용한 모델은 뇌-컴퓨터 인터페이스(brain-computer 

interface, BCI)와 같은 뇌파 기반 관련 연구에서 

사용한 모델을 기반으로 본 연구에서 확보한 데이

터셋의 특징에 맞는 모델들을 선택하여 사용하였다.

모델의 학습은 RTX Titan 4개를 사용하여 진행

하였으며 Auto-sklearn은 24시간 동안 학습을 진

행하였다. 머신러닝 모델의 학습에 사용된 특징들

은 <표 2>와 같다. 실험에 사용된 딥러닝 모델 파라

미터는 반복실험을 통해 찾아내었으며 <표 3>과 같

다. 실험은 147명분의 뇌파 데이터를 소수 레이블

(NL)을 기준으로 7:3으로 나누어 각각 학습, 테스

트 데이터로 사용하였다. 실험시간이 오래 소요되

는 머신러닝 모델을 제외한 딥러닝 모델들은 5회 

실험을 돌려 평균치를 보고하였다.

Continuous/Discrete 
Wavelet Transform

Bounded variation
Maximum / Minimum

Mean
Power / Power Ratio

Spectral entropy
Variance

Fourier Transform
Maximum / Minimum

Mean
Peak frequency

Power / Power Ratio
Spectral entropy

Variance / Value 
range

Connectivity
Phase Locking Value

Time-resolved features
Detrended Fluctuation    Hurst exponent    Nonlinear energy

Energy                 Kurtosis          Petrosian fractal dimension 
Fisher information       Line length         Skewness /SVD entropy

Fractal dimension        Lyauponov exponent    Zero crossings
Higuchi Fractal dimension     Maximum / Minimum / Mean / Median

Hjorth activity / complexity / mobility   

<표 2> 머신러닝머신러닝 모델 학습 사용 Feature 목록

Model
learning 

rate
Batch

Max 

epoch
Optimizer

Deep4[28] 0.001 32 50 Adamw

Shallow[28] 0.000625 32 50 Adamw

EEGNet[29] 0.00015 32 50 Adamw

<표 3> 딥러닝 모델 라미터

3.4 데이터 불균형 처리 과정

전처리 과정을 거친 뇌파 데이터셋은 정상군

(NL)에 비해 경도인지장애군(MCI) 레이블이 많은 



【논 문】 한국차세대컴퓨팅학회 논문지 2023년 4월

40

불균형한 데이터셋이다. 데이터의 불균형을 처리하

기 위해 생체데이터를 활용한 의료 도메인 연구들

은 다양한 방법들을 제안하였다[32,33]. 본 연구에

서는 그 중 뇌파 데이터 형식에 적용 가능하며 우수

한 성능을 보인다고 보고한 방법론들을 추려 실험

에 사용하였다.

본 연구에서 사용된 데이터 불균형 처리 알고리

즘으로는 소수 레이블에 가중치를 더 줘서 학습하

는 클래스 가중치(class weight) 방법과 소수 레이

블의 수에 다수 레이블의 수를 맞추는 언더샘플링

(undersampling) 방법, 소수 레이블 데이터를 사

용하여 데이터를 생성하여 소수 데이터의 수를 늘

리는 데이터 증강(data augmentation) 방법이 있

다. 데이터 증강에는 각각의 뇌파(EEG) 채널에 랜

덤한 화이트 가우시안 노이즈(Gaussian noise)를 섞

는 방법[34-36], 단측파대 변조(single-sideband 

modulation) 방법을 사용하여 뇌파의 채널별 주파수 

대역(frequency domain)을 이동하는 frequency 

shift 방법을 사용하였다.

가우시안 랜덤노이즈 z의 확률 밀도 함수는 (수

식 1)과 같다. Frequency shift 방법에서 채널별 

주파수 대역의 이동은 ±10Hz 범위에서 수행되었

다. 데이터 불균형 처리 알고리즘 실험은 모델별 실

험에서 가장 우수한 성능을 보인 모델을 선택하여 

실험을 진행하였다.








    Gaussian Noise 확률 밀도함수 

(1)

4. 실험 결과

4.1 모델별 치매 조기진단 실험 결과

뇌-컴퓨터 인터페이스(BCI) 분야 및 뇌파를 활

용한 질병 진단 연구들은 연산의 효율성을 위해 고

해상도의 뇌파 데이터의 sampling frequency를 낮

추는 작업을 거친다. 뇌파를 활용한 의료분야의 연

구들은 대부분 250Hz로 데이터를 다운샘플링

(downsampling)하여 실험을 진행한다. 본 연구에

서는 건식 방식으로 수집된 500Hz 19채널 뇌파

(EEG) 데이터와 이를 250Hz로 다운샘플링한 두 

가지 데이터셋을 만들어 실험을 진행하였다. 그러

나 두 데이터셋을 사용한 실험 결과에 유의미한 차

이가 나타나지 않아 본 논문에서는 250Hz 데이터

셋을 사용한 실험 결과만을 서술한다.

Model Accuracy Sensitivity Specificity

Shallow[28] 52.2 93.3 11.1

Deep4[28] 56.7 91.1 22.2

EEGNet[29] 68.9 95.6 42.2

Auto-Sklearn[30,31] 64.4 68.9 60

<표 4> 모델별 치매 조기진단 실험 결과 

단  (%)

<표 4>에 제시된 실험 결과에서 EEGNet은 

68.9%로 가장 높은 치매 조기진단 정확도를 보여

주었다. 그러나 모든 딥러닝 기반 모델에서 

sensitivity가 높게 나오고 specificity가 낮게 나오

는 과적합(overfitting) 현상이 관찰되었다. 이는 

실험에 사용한 데이터셋이 경도인지장애군(MCI)

이 정상군(NL)에 비해 수가 많은, 치우친 데이터셋

이기에 이를 기반으로 학습을 진행하는 딥러닝 모

델들에서 과적합 현상이 일어난 것으로 추측할 수 

있다.

반면 특징을 기반으로 하는 Auto-Sklearn기반

의 AutoML 모델의 경우 정확도는 EEGNet에 비해 

낮게 나왔으나 sensitivity나 specificity가 치우치

지 않아 과적합 현상이 발생하지 않았다. 이러한 차

이가 발생한 이유로는 첫째, Auto-Sklearn이 데이

터로부터 정제된 특징을 추출해 이를 모델 학습에 

사용하여 데이터 레이블의 쏠림에 영향을 덜 받았

기 때문이다. 두 번째 이유는 Auto-Sklearn이 다

양한 머신러닝 모델들을 앙상블해서 사용하는 방법

이기에 각각의 머신러닝 모델들이 서로를 보완하여 

모델 편향을 줄여 과적합 현상이 발생하지 않았기 

때문이다.
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4.2 데이터 불균형 처리 실험 결과

데이터 불균형으로 인한 과적합 문제를 해결하기 

위해 두 번째 실험에서는 뇌파 데이터에 데이터 불

균형 처리 알고리즘들을 적용하여 각각의 성능을 

비교하였다. 실험은 첫 번째 실험에서 가장 우수한 

성능을 보인 EEGNet 모델에 데이터 불균형 처리 

알고리즘을 적용하여 진행하였다. 모델 파라미터 

세팅은 <표 2>의 세팅을 사용하였다.

Algorithm Accuracy Sensitivity Specificity

Vanilla EEGNet 68.9 95.6 42.2

Class Weight 70 88.9 51.1

Gaussian 

Noise[34-36]
78.9 82.2 75.6

Frequency Shift 76.7 80 73.3

Undersampling 71.1 77.8 64.4

<표 5> 데이터 불균형 처리 실험 결과

단  (%)

<표 5>에 제시된 실험 결과에서 가우시안 노이

즈(Gaussian noise)를 섞어 데이터를 증강하는 방

법은 78.9%로 가장 높은 정확도를 보였다. Sensi- 

tivity와 specificity 역시 크게 개선되어 앞선 모델

별 성능 실험에서 발생한 과적합 문제가 개선된 것

을 볼 수 있었다. 마찬가지로 뇌파의 채널별 주파수 

대역을 이동하는 frequency shift 방법 역시 

76.7%의 정확도와 과적합 문제의 개선을 확인할 

수 있었다. 소수 레이블에 데이터의 수를 맞추는 언

더샘플링 방법은 71.1%의 정확도를 보였으며 과적

합 문제를 개선하는 결과를 보여주었다. 각 레이블

의 비율에 따라 클래스 가중치를 두는 방법은 70%

의 정확도를 보여 데이터 불균형을 처리하지 않은 

vanilla EEGNet 보다 약간 더 높은 정확도를 보였

지만 여전히 sensitivity가 specificity에 비해 크게 

나오는 과적합 현상이 관찰되어 데이터 불균형을 

처리하지 못함을 보여주었다.

5. 논의

본 연구는 머신러닝 및 딥러닝 기술과 건식 뇌파 

데이터를 사용한 치매의 조기진단 가능성에 대해 

알아보았다. 19채널 뇌파 데이터에서 특징들을 추

출하여 머신러닝 모델을 학습 및 테스트하였으며, 

딥러닝 모델은 별도의 특징 추출 없이 전처리한 데

이터를 사용하여 학습 및 테스트하였다. 데이터 불

균형을 처리하기 위해 4개의 서로 다른 데이터 불

균형 처리 방법을 시험하였고 그 결과 EEGNet과 

가우시안 노이즈(Gaussian Noise)를 섞어 데이터

를 증강하는 방법의 조합에서 78.9%의 정확도를 

얻었다.

기존의 뇌파와 머신러닝, 딥러닝 기술을 조합한 

치매 진단 연구들은 80% 초반에서 90% 이상의 높

은 정확도를 보인다. 하지만 이러한 연구들은 전문

가의 지시와 통제된 환경에서 습식으로 측정된 고

해상도 의료용 측정 장비로 수집된 뇌파 데이터를 

활용한다. 높은 진단 비용과 낮은 기술 접근성이 치

매의 조기진단을 어렵게 하는 현 상황에 비추어 보

았을 때 이러한 기기를 일반인들이 활용하는 것은 

매우 어렵다. 따라서 본 연구에서 기존의 측정 장비

들보다 접근성이 높은 건식 19채널 뇌파 장비를 사

용하여 실험을 진행한 것은 기존의 연구와 비교했

을 때 차별성을 가진다. 기존의 치매 조기진단 연구

들에서 건식 방식으로 측정된 뇌파를 활용한 연구

들은 없는 만큼, 새로운 방식으로 측정한 데이터에 

관한 결과를 제시했다는 점에서 의미가 있다.

치매 환자의 뇌파 데이터는 그 수집이 쉽지 않고 

개인정보 보호 등의 다양한 문제로 인해 공개된 데

이터셋이 존재하지 않는다. 특히 경도인지장애군

의 경우 데이터의 수집이 어려워 대부분의 연구에

서 사용하는 데이터의 수가 제한적이다. 본 연구에

서는 175명의 경도인지장애군과 50명의 정상군 

데이터를 활용하여 실험을 진행한 만큼 학습된 모

델이 일반화(generalization) 측면에서 더 나은 성

능을 보여줄 것으로 기대된다. 향후 추가적인 데이

터 수집을 통해 알츠하이머군(AD)과 정상군(NL) 

데이터가 현 데이터셋에 보강된다면, 더욱 신뢰할 

수 있는 결과를 도출할 수 있을 뿐만 아니라 기존

에 데이터셋의 부족으로 시도해볼 수 없었던 방법
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론이나 모델들을 사용하여 실험을 진행해 볼 수 있

을 것이다.

6. 결론

본 논문은 건식으로 수집된 뇌파(EEG) 데이터

를 활용하여 세 종류의 딥러닝 모델과 한 종류의 머

신러닝 모델을 학습하여 경도인지장애군과 정상군

의 분류 정확도를 확인한 연구다. 기존의 연구들이 

전문가의 도움과 통제된 상황에서 고해상도 의료용 

측정기기를 사용하여 습식 방식으로 측정된 뇌파 

데이터를 사용한 반면, 본 연구는 더욱 간소화된 19

채널 기기를 통해 건식 방식으로 측정된 뇌파 데이

터를 사용했다는 점에서 차별성을 가진다. 또한, 경

도인지장애 환자의 데이터 수집의 어려움으로 인해 

기존의 연구들이 제한된 수의 뇌파 데이터를 사용

한 반면, 본 연구에서는 225명분의 뇌파 데이터를 

사용하여 실험을 진행했다는 점에서 두 번째 의의

를 가진다. 향후 데이터셋을 보강하여 현 방법론에 

대한 추가적인 검증을 하는 동시에 뇌파 데이터에 

보행 데이터(gait data)와 같은 타 데이터를 결합한 

멀티모달 방식의 치매 진단 연구 역시 진행할 필요

가 있다. 또한, 최근 전이학습과 같은 새로운 모델 

학습 기법이나 그래프 합성곱 신경망(graph 

convolutional network)와 같은 새로운 모델들이 

뇌-컴퓨터 인터페이스(brain-computer interface, 

BCI) 분야에서 좋은 성능을 보이고 있는 만큼, 데이

터가 충분히 보강된다면 이와 같은 방법론들을 치

매 진단 분야에 적용하여 성능 향상에 도전해 볼 수 

있을 것으로 기대된다. 또한 설명가능인공지능

(explainable artificial intelligence, XAI) 기술을 

학습된 모델에 결합하여 설명성을 제공한다면 치매 

진단에 활용할 수 있는 바이오마커(biomarker)의 

탐색에도 활용할 수 있을 것으로 기대된다.
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